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Resumen— Este artículo contiene una revisión acerca del 
algoritmo desarrollado por Rodolf Kalman. Primero se darán 
unos conocimientos básicos y necesarios para la compresión del 
filtro de Kalman, posteriormente se realizará el respectivo 
análisis matemático para obtener las ecuaciones que serán 
implementadas para el desarrollo del algoritmo y finalmente se 
simulará el algoritmo de Kalman sobre una planta de segundo 

orden por medio del software  Matlab  y en base a esto se 
obtendrán las conclusiones pertinentes. 

 
Palabras clave— Filtro de Kalman, análisis estadístico, 
algoritmo, estimación de parámetros, ruido. 

 
Abstract— This article contains a review on the algorithm 
developed by Rudolf Kalman, first give basic knowledge and 
understanding necessary for the Kalman filter, subsequently 
perform the corresponding mathematical analysis to obtain the 
equations to be implemented for the development of the 
algorithm and finally simulates the Kalman algorithm on a 
second order plant using Matlab software and based on this 
relevant conclusions will be drawn. 
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I. INTRODUCCIÓN 
 

El filtro de Kalman es un algoritmo que se basa en el modelo 
de espacio de estados de un sistema para estimar el estado 
futuro y la salida futura  realizando un filtrado optimo a la 
señal de salida, y dependiendo del retraso de las muestras que 
se le ingresan puede cumplir la función de estimador de 
parámetros o únicamente de filtro. Pero en ambos casos 
elimina ruido,  estas ecuaciones son ampliamente utilizadas ya 
que incluyen probabilidades estadísticas puesto que toma en 
cuenta la aleatoriedad tanto de la señal como del ruido. A 

diferencia de otros tipos de filtros este no requiere de una 
frecuencia de corte específica debido a que se basa en la 
característica del ruido permitiendo de esta manera filtrar en 
todo el espectro de frecuencias. Además sus ecuaciones solo 
dependen de una muestra anterior y la muestra presente lo que 
permite un ahorro considerable de memoria a la hora de ser 
implementado en un sistema digital y su fácil  programación 
lo hacen muy atractivo ya que se basa en un método recursivo 
[1][2]. 

Entre varias de sus aplicaciones se encuentran la estimación 
demográfica, procesamiento de señales biológicas, sistemas 
de navegación, predecir el comportamiento de variables 
económicas, procesamiento de imágenes, entre otras. Debido 
a su gran campo de acción se hace muy importante conocer su 
funcionamiento para así tener las herramientas básicas que 
permitan  la solución de  diversos problemas prácticos de 
forma sencilla y óptima [3][4][5][6]. 

II. ESTIMACIONES ESTOCÁSTICAS 

Mientras hay muchas aplicaciones específicas para computar 
(aproximar o estimar) un estado desconocido desde una serie 
de mediciones del proceso, muchos de estos métodos no 
toman en consideración la naturaleza típica del ruido de las 
medidas. Por ejemplo, considerando un trabajo en rastreo para 
gráficos computacionales interactivos. Mientras los 
requerimientos para la información de rastreo cambian con la 
aplicación, la fuente fundamental de información es la misma: 
la estimación de la posición se deriva de señales eléctricas 
ruidosas, de sensores mecánicos inerciales, ópticos, acústicos 
o magnéticos. Este ruido es típicamente estadístico por 
naturaleza (o puede ser modelado efectivamente como uno) lo 
que lleva a métodos estocásticos para la resolución de 
problemas. 
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A. Modelos de espacio de estado 

Los modelos de espacio de estados son esencialmente una 
noción conveniente para estimación y control, desarrollados 
para hacer trazable lo que sería de otra manera un análisis 
intrazable. Considérese un proceso dinámico descrito por una 
ecuación de la forma [7]: 

��∗� = ��,��� + ⋯+ ����,������ + �� ,			� ≥ 0 (1) 
 

Donde �� es un ruido blanco (espectralmente) aleatorio de 
media cero (estadísticamente) con correlación: 

 

���� , ��� = �� = ����� 	 (2) 
 

Con valores iniciales ��, ���, . . . , ���� son variables 
aleatorias con media cero con una matriz de covarianza 
conocida de dimensiones � ∗ �. 

 

�� = �����, ����,  , !	 ∈ 0, � − 1 (3) 
 

También se asume que: 

 

�%�� , ��& = 0		'�(�	– � + 1 ≤  ≤ 0		�		� ≥ 0 (4) 
 

Lo que asegura que: 

 

�%�� , ��& = 0		� ≥  ≥ 0 (5) 
 

En otras palabras, el ruido es estadísticamente independiente 
del proceso que se va a estimar. 

 

Bajo otras condiciones básicas esta ecuación diferencial puede 
ser escrita como:  
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Que conlleva al modelo de espacio de estados: 

 

+,�� = 6+,� + 7�� 	 (7) 
 

�,� = 81 0 … 0:+,�	
 

(8) 

O de forma más general: 

 

+,�� = 6+,� + 7��   (9) 
 

�,� = ;+,� (10) 
 

La ecuación representa la forma que un nuevo estado +,�� es 
modelado como una combinación lineal de ambos estados, el 
previo y algún ruido del proceso ��. La segunda ecuación 
describe como las medidas del sistema o observaciones son 
derivadas del estado interno. Estas dos ecuaciones son 
comúnmente referenciadas como el modelo del proceso y el 
modelo de medición, y sirven como base para virtualmente 
todos los métodos de estimación lineales, tal como el filtro de 
Kalman descrito más adelante [7][8]. 

B. El problema de diseño del observador 

El problema básico es determinar (estimar) los estados 
internos de un sistema lineal, teniendo acceso a solo las 
salidas del sistema. (Se asume que se tiene acceso a las 
entradas de control) [7][8][9]. 

Las muchas aproximaciones a este problema básico están 
típicamente basados en modelos del espacio de estados. Existe 
un modelo del proceso que describe la transformación del 
estado, que puede ser representada por ecuaciones en 
diferencia: 

 

+� = 6+��� + <�� + =��� (11) 
 

Además hay un modelo de medición que describe la relación 
entre el proceso o los estados y las medidas. Se representa 
como: 

>� = ;+� + ?�  (12) 
 

Los términos =� y ?�  son variables aleatorias representando 
el ruido del proceso y de la medición respectivamente. Las 
mediciones son específicamente elementos de un estado, pero 
pueden ser una combinación lineal de cualquiera de los 
elementos del estado [10]. 
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1. Ruido del proceso y la medición 

Se considera el caso común de medidas ruidosas de un sensor. 
Existen muchas fuentes de ruido en las mediciones. Por 
ejemplo cada tipo de sensor tiene sus limitaciones 
fundamentales relacionadas con el medio físico asociado, por 
esta razón las señales se ven degradadas. Además alguna 
cantidad de ruido eléctrico aleatorio es sumado a la señal a 
través del sensor y los circuitos eléctricos. La continua 
variación de la relación de la señal pura con relación al ruido 
afecta continuamente la cantidad y la calidad de la 
información. El resultado es que la información obtenida 
desde cualquier sensor debe ser calificada como parte de una 
secuencia de estimantes, y medidas analíticas modeladas que 
comúnmente involucran medidas de ruido y de incertidumbre 
[11]. 

 

Existe el problema adicional de que el modelo de 
transformación de estados real sea completamente 
desconocido. Mientras se puedan hacer predicciones sobre 
intervalos relativamente cortos, usando modelos basados en 
transformadas de estados recientes, que no es siempre el caso 
[2], el resultado es que igual que la información del sensor, las 
estimaciones del estado deben ser calificadas como 
mediciones para combinación con otras medidas en una 
secuencia global de estimación. Además, los modelos del 
proceso típicamente incorporan algunas nociones de 
movimiento aleatorio o incertidumbre [10]. 

III. El FILTRO DE KALMAN 

El filtro de Kalman es esencialmente una serie de ecuaciones 
matemáticas que implementan un estimador tipo predictor – 
corrector que es óptimo en el sentido que minimiza el error 
estimado de la covarianza, cuando algunas condiciones son 
dadas. Desde el momento de su introducción, el filtro de 
Kalman ha sido sujeto de investigación autónoma o asistida. 
Esto es debido a que en gran parte de los avances en la 
computación digital  se ha trabajado se ha trabajo para hacer 
el filtro práctico, pero relativamente simple y robusto. Aunque 
no siempre se presentan todas las condiciones óptimas para el 
funcionamiento del filtro, éste se desempeña bien en la 
mayoría de situaciones [10][12][13][14][18][22]. 

A. El filtro de Kalman Discreto 
 
En esta sección se describe el filtro en su formulación original 
(Kalman 1960) donde las mediciones ocurren y el estado es 
estimado en puntos discretos en el tiempo [17][19]. 
 
 
 

1. El proceso a ser estimado 

El filtro de Kalman apunta al problema general de tratar de 
estimar el estado  +	@	ℝ�  de un proceso controlado en tiempo 
discreto que es gobernado por una ecuación en diferencias 
lineal estocástica. 

 

+� = 6+��� + <�� + =��� (13) 
 

Con una medición B	@	ℝC que es: 

 

B� = ;+� + ?�  (14) 
 

Las variables aleatorias =� y ?�  representan respectivamente 
el ruido del proceso y de la medición. Se asumen que son 
independientes una de la otra, blancas y con distribución 
normal de probabilidad. 

 

'%=&	~	E%0, �& (15) 
 

'%?&	~	E%0, �& (16) 
 

En la práctica la covarianza del ruido del proceso Q y la 
covarianza del ruido de la medición R son matrices que 
pueden cambiar con cada paso en el tiempo o medición, sin 
embargo se asumen que son constantes. 

La matriz A de nxn en la ecuación en diferentes relaciona el 
estado en el paso anterior k-1 con el estado actual, en ausencia 
de función de conducción o ruido del proceso. Nótese que en 
la práctica A puede cambiar con cada paso del tiempo, pero 
aquí se asume constante. La matriz B de nx1 se relaciona con 
la entrada opcional de control  �	@	ℝ� al estado x. La matriz H 
de mxm en la ecuación en diferencia de la medición, relaciona 
el estado con la medición. En la práctica la matriz H puede 
cambiar con cada paso del tiempo, pero aquí se asume 
constante. 

2. Los orígenes computacionales del filtro  

Se define +,��	@	ℝ�  como el estado estimado a priori en el paso 
k dado el conocimiento del paso previo del proceso, y +,� 	@	ℝ� 
va  a ser el estado estimado a posteriori dada la medición B�. 
Se puede definir los errores de estimación a priori y a 
posteriori como: 

 

				F�
� 	≡ 	 +� −	+,�    (17) 

 
F� 	≡ 	+� −	+,� (18) 
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La covarianza del error a priori es entonces 

 

��
� = �8F�

�F�
�H: (19) 

 

Y la covarianza del error a posteriori 

 

�� = �8F�F�
I: (20) 

 

En las posteriores ecuaciones de Kalman, se inicia con el 
objetivo de encontrar una ecuación que computa una 
estimación de estado a posteriori +,� como una combinación 
lineal de un estimado a priori +,�� y una diferencia ponderada 
entre una medida real B� y una predicción de esta medida ;+,�� 
como se muestra en la siguiente ecuación [8][10][12]. 

 

+,� = +,�� + J%B� − ;+,�
�& (21) 

 

La diferencia %B� − ;+,�
�& en la ecuación anterior es llamada 

la innovación de la medida o el residuo. El residuo refleja la 
discrepancia entre la medida predicha  ;+,��  y la medida real 
B�. Un residuo de cero significa que ambos están en completa 
concordancia. 

 

La matriz ! de nxm en la ecuación es elegida para ser la 
ganancia o factor que minimiza la covarianza del error a 
posteriori. Esta minimización puede ser lograda sustituyendo 
una ecuación en la otra y despejando, tomando la derivada de 
la expresión con respecto a ! y posteriormente igualando a 0 
[8][10][12]. 

 

J� =	��
�;H%;��

�;H + �&�� (22) 
 

J� = ��
�;H

;��
�;H + � 

(23) 

 

Mirando  la ecuación anterior se observa que mientras la 
covarianza del error de medición R se aproxima a cero, la 
ganancia K agrega peso al residuo más pronunciadamente, 
específicamente se observa[7][8][10]: 

 

lim
NO→�

J� = ;�� (24) 

 

B. Los orígenes probabilísticos del filtro 

La justificación del filtro está arraigada en la probabilidad del 
estimado a priori +,�� condicionado en todas las mediciones 
anteriores B� (regla de Baye). Por ahora el tópico más 
importante es que el filtro de Kalman mantiene los dos 
momentos de distribución de estados. 

 

�8+�: = +,� (25) 
  

�8%+� − +,�&%+� − +,�&H: = ��    (26) 
 

El estado estimado a posteriori refleja la media (primer 
momento) de la distribución de estado, siempre y cuando se 
cumpla 

 

'%=&	~	E%0, �& (27) 
 

'%?&	~	E%0, �& (28) 
 

La covarianza del error de estimación a posteriori refleja la 
varianza de la distribución de estado [5]. 

 

'%+�|B�&	~	E%�8+�:,�8%+� − +,�&%+� − +,�&H:& (29) 
 

C. Algoritmo del filtro de Kalman discreto 

El filtro de Kalman estima un proceso usando una forma de 
realimentación y control: el filtro estima el estado del proceso 
en un tiempo y después obtiene la realimentación en forma de 
mediciones (ruidosas). Las ecuaciones del filtro de Kalman 
caen en dos grupos: ecuaciones de actualización de tiempo y 
ecuaciones de actualización de mediciones. Las ecuaciones de 
medición el tiempo son responsables de proyectar hacia 
adelante (en el tiempo) el estado actual y estimaciones de 
error y covarianza para obtener los estimados a priori del 
siguiente paso en el tiempo. Las ecuaciones de actualización 
de medida pueden ser vistas como ecuaciones correctoras. De 
hecho el algoritmo final de estimación reúne los algoritmos de 
predicción-corrección para la resolución de problemas 
numéricos (figura 1) [15] [21]. 
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Figura 1. Funcionamiento del filtro de Kalman. 

Las ecuaciones específicas para actualización de tiempo y 
medida son presentadas en las tablas 1 y 2. 

 

+,�
� = 6+,��� + <�� 

��
� = 6����6H + � 

Tabla 1. Ecuaciones de actualización de tiempo del filtro de Kalman 
discreto. 

De nuevo nótese como la actualización de tiempo en la tabla 1 
proyecta el estado y la covarianza estimados adelante en el 
tiempo del paso k-1 al paso k. A y B son matrices del modelo 
de estados mientras que � es la varianza del ruido del proceso 
[8][9][13]. 

J� = ��
�;H%;��

�;H + �&�� 
+,� = +,�� + J�%B� − ;+,��& 

�� = %R − J�;&��
� 

Tabla 2. Ecuaciones de actualización de mediciones del filtro de 
Kalman discreto. 

Y por último para la siguiente iteración debemos hacer una 
reasignación de las variables, como se muestra en la tabla 3. 

 

+,�� = +,� 
��

� = ��  
Tabla 3. Ecuaciones de reasignación de variables. 

La primera tarea durante la actualización de medidas es el 
cálculo de la ganancia de Kalman, J�. El siguiente paso es 
medir el proceso para obtener B�, y después generar un 
estimado del estado a posteriori incorporado a la medición. El 
paso final es la obtención de una covarianza de error estimada 
a posteriori. 

Después de cada par de actualizaciones de tiempo y 
mediciones, el proceso es repetido con el estimado previo a 
posteriori usado para proyectar o predecir el nuevo estimado a 
priori. Esta naturaleza recursiva es una de las buenas 
cualidades del filtro de Kalman, lo que hace prácticas muchas 
implementaciones. El filtro de Kalman a pesar de sus 
condiciones recursivas basa su estimado actual en todas las 
mediciones pasadas. La figura 2 ofrece un esquema completo 
de la operación del filtro [13][14][24] 

 

 

Figura 2. Esquema completo de la operación del  

Filtro de Kalman. 

Siendo �� el estimado de la covarianza del error a priori y �� 
la covarianza del error medio. 

D. Simulación 

En esta sección se presentan simulaciones del filtro de 
Kalman, utilizado como estimador sobre un sistema hipotético 
de segundo orden, este sistema es definido mediante el 
modelo de espacio de estados, además se inserta ruido 
aleatorio a la señal de entrada del estimador, utilizándolo 
también como filtro. Se observan los resultados en las figuras 
4 y 5 y se muestra el código a continuación, desarrollado en el 
software de simulación MatLab © [24]. 
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Figura 3. Código del algoritmo de Kalman en Matlab 

 

En la figura 3, la señal azul corresponde a la señal de salida 
real, la verde es la señal con ruido aleatorio y la roja es la 
señal de salida estimada y filtrada, en la cual se puede 
observar la actuación del filtro pues se nota claramente como 
el algoritmo es capaz de recuperar la señal a pesar de la fuerte 
perturbación existente además en la figura 4 en la cual se 
superponen las 3 señales se puede notar el desfase entre la 
señal real y la señal filtrada, debido a que el algoritmo 
necesita de una muestra para poder ser ejecutado. 

 

 

Figura 4: Señal de salida, señal con ruido y señal estimada de forma 
individual. 

 

 

Figura 5. Señal de salida, señal con ruido y señal estimada en el 
mismo gráfico. 

 

IV. CONCLUSIONES 

 

• El filtro de Kalman es una aplicación óptima para la 
eliminación del ruido ya que elimina selectivamente las 
señales indeseadas y permite acceder directamente a la 
información que se encuentra en la señal. Esto lo logra 
basándose en descripciones probabilísticas y utilizando los 
modelos de espacio de estados, llegando así a la 
eliminación de perturbaciones que superen inclusive la 
magnitud de la señal de interés. 
 

• Con el filtro de Kalman se puede conocer los estimados 
con la actualización de cada muestra a través del tiempo, 
lo que permite saber el comportamiento especifico del 
sistema en cada muestra, es decir, notando cambios 
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muestra tras muestra, y no como un promedio de estas 
como sucede con otra clase de métodos. 
 

• El algoritmo de Kalman es una excelente herramienta 
matemática ya que consta de una etapa de predicción 
seguida de una etapa de corrección aplicada al proceso, lo 
que permite no solo estimar sino filtrar de manera óptima 
la señal. 

 

• Como se puede observar en la figura 5 se presenta un 
desfase de una muestra entre la señal real y la señal 
estimada y filtrada, esto es debido básicamente a que la 
computación de los datos requiere un tiempo de muestreo 
para arrojar los resultados. 
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